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CAPITULO 2

TIPOS DE REDES
NEURONALES

2.1.- Introduccion

Existen numerosos tipos de redes neuronales, que pueden ser clasificadas v
diferenciadas de variadas formas. De éstas, las mas clisicas se refieren a su estructura, tipo

de aprendizaje y operacion, y a su aplicacion.

En lo referente a su estructura, la atencién se concentra en las capas de la red,
neuronas, conexiones y funciones de activacion. La clasificacion segin el aprendizaje y
operacion basicamente se concentra en el algoritmo de aprendizaje que se utilice, tipo de
supervision que posea y en como opera la red en su evocacion.Por iltimo, su aphicacion
puede ser enfocada de variadas formas: puede referirse a si la red es hetero-asociativa (caso
en que el vector de entrada es asociado con un vector de salida de distinto tipo) o auto-
agociativa (caso en gue la entrada es asociada a un vector igual en la salida). Por otro lado,
la aplicacion también puede ser enfocada hacia la funcién que le asigne el disefiador a la red

(prediccion, clasificacion, asociacion, filtraje, conceptualizacion y optimizacion).

Se ha incluido en este capitulo una descripcion completa de diferentes algortmos de
aprendizaje, con el fin de complementar y ayudar al disefiador en la creacion de alguna
aplicacion. Los algoritmos aqui presentados estam enfocados a ser aplicados no solo al
control automatico, sino que también a otros campos como son el reconocimiento de

patrones, filtros v otros.
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2.2 Tipos de redes

A continuacién presentaremos un conjunto de redes meuronales que estin

clasificadas segim el tipo de aprendizaje y evocacion. Dicha clasificacion estd basada en la

presentada por Simpson en su libro "Artificial Neural Systems” [3], en la que distinguen

cuatro tipos de redes:

(i)  Redes con aprendizaje no supervisado y evocacion retroalimentada.
(i) Redes con aprendizaje no supervisado y evocacién hacia adelante.
(iii)  Redes con aprendizaje supervisado y evocacion retroalimentada.
(iv)  Redes con aprendizaje supervisado y evocacion hacia adelante.

A continuacién se describiran las redes mas representativas en cada una de ellas,

comenzando con las redes supervisadas y de evocacion hacia adelante, por servir algunas de

éstas de base para la comprension de las demas.

22




2.3.- Redes neuronales con aprendizaje supervisado y evocacion hacia
adelante.

2.3.1.- Adaline (Adaptive Linear Element)
. Descripcion

Este tipo de red es implementada en base a un tipo de neurona denominada Adaline.
El esquema basico de un Adaline corresponde a una neurona de McCulloch-Pitts, seguida de
una funcion de activacion lineal, de la forma F(Zj) = Zj. Sus entradas pueden tomar
cualquier valor, y a ellas se les aplica una ponderacion determinada de acuerdo a la ley del
error cuadratico minimo. Este proceso de ponderacion incluye ademas, un peso

denominado "polarizacion” el cual estd siempre conectado a una entrada fija +1.

En Ia figura 7 se presenta el esquema basico de este tipo de neurona:

Entradas

X1

X2

> Salida

X3

X4

Algoritmo de
aprendizaje Q Salida deseada

Figur:l T: Adaline
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Si bien el proceso adaptivo ha sido simplificado y se mmestra un caso que sélo
presenta una salida, es claro que un sistema con muchas salidas paralelas es implementable
directamente por varias de las unidades mostradas. La figura 8 presenta una red de Adaline.

()
O

N,
»— O —

X
X4 ., &@ 03
X5 .

Figura 8: Red de Adaline

Dado que un Adaline es un modelo lineal, si se interconectan capas de Adaline no se
tendra una mayor eficiencia computacional debido a que una combinacioén lineal de estas
unidades puede ser llevada a cabo por una sola unidad lineal [Apéndice 1]. Por lo tanto,

cuando se hable de una red de Adaline se entendera que corresponde a una red de una sola
capa.
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. Algoritmo de aprendizaje

No obstante que el sistema fisico basico es continuo en el tiempo, resulta mas facil
estudiar el sistema como un proceso en tiempo discreto {tg, k= 12,...}.

El proposito de este dispositive es producir un valor dado Tk en su sahda Ok
cuando un conjunto de wvalores Xi,i=1 2 .. n es presentado en la entrada. El
problema es determinar los coeficientes Wik , 1 =0, 1, 2, ..., n, de tal forma que la
transferencia entrada-salida sea wvalida para un gran numero de sefiales arbitrariamente
elegidas. Luego, el ajuste de los pesos para cada neurona puede ser expresade por la

recursion

Or= 2, Xikx « Wix + Wox (2.1)

=1
Wikri = Wik + o Tk- Ox) Xix (2.2)

donde Ok esun escalar suficientemente pequefio. Puede ser demostrado que si los patrones
son linealmente independientes, Wik converge a limites umicos. Frecuentemente, sin
embargo, las correcciones permaneceran oscilatorias. Para prevemir esto, ¢ debe ser

decrementado mediante una aproximacion estocastica [Apéndice 2] de la que resulta :

=1/ X| ? (2.3)

Asi, la ecuacion (2.2) quedaria como

B ( Tk- Ok) Xix
Wikt = Wik + (2.4)
Xl

donde Xy = { X1,X»,...,Xp} es el vector de entrada en el instante k. En (2.3) Y (2.4), || -
|| denota norma.
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En este caso se ha imtroducido la constante [, conocida con el nombre de coeficiente
de aprendizaje. La modificacion de dicha constante influenciaria el tamafio de los pasos del
vector de los pesos mientras se realiza la adaptacion. Un primer criterio es que esta
constante debe ser positiva y menor que 1. Muchos autores sugieren que un rango tipico de
valores es 0.1 < [ < 1, dependiendo del problema.

2 Entrenamiento

El entrenamiento que posee esta red es del tipo supervisado, por lo que cada entrada
que se presente debe ir acompaiiada de la salida que se desea. Las entradas son ponderadas y
luego sumadas, lo que produce una salida que se compara con la deseada, originando un
error. Este error es el que se utilizara en el ajuste de los pesos segiin el algoritmo de

aprendizaje.

Inicialmente todos los pesos deben poseer valores aleatorios. Si todos los pesos
miciales son iguales el procedimiento de adaptacion podria sumar o restar siempre la misma
cantidad, y asi caer en un minimo local en el espacio de los pesos. El espacio de los pesos es
un espacio Euclidiano de dimension igual al mimero total de pesos; cada punto en este
espacio es representado como un vector con los valores de los pesos.
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2.3.2.- Madaline (Multiple Adaline)
. Descripcion

Este tipo de red esta formada por varias Adaline en paralelo, mterconectadas en
forma total con la capa de entrada, y seguidas cada una de ellas por una funciéon de umbral
del tipo signo. Posee una sola neurona de salida, denommada Madaline, la que realiza la

funcion de entregar el valor que corresponda a la mayoria de sus entradas (ver figura 9).

Como este tipo de red tiene una tnica salida binaria, ésta puede ser usada solo para
discriminar entre dos clases. Si se desea discriminar entre mas de dos clases, varias redes de

Madaline independientes pueden ser usadas, una para cada par de clases.

signo

signo

SIgNo

Figura 9: Madaline

Si se denota por Yk la salida de la neurona k de la capa de las Adaline, entonces la
salida de la red, O, corresponde a:



[ -1,si S<0.

0= d (2.5)
L +1, 5 $>0
donde
S= > Yx (2.6)
k=0
Yi= 2 Xi«Wir + Wox 2.7)
i=1
. Algoritmo de aprendizaje

Cuando un patron de enirada v su salida deseada son presentados a la red, ésta
genera una salida que puede coincidir con la deseada, en cuyo caso no se realiza el algoritmo
de aprendizaje. En caso contrario, se lleva a cabo el algoritmo de aprendizaje. El problema
en este ultimo caso es determinar el error para adaptar los pesos de las Adalne, ya que no
se especifica cual es su salida deseada. Este problema, para este caso en particular, se
resuelve facilmente: como se desea que la salida de la red sea igual a la deseada, dicho valor
debe corresponder a la mayoria de las salidas de las Adaline, por lo que la salida deseada de
esta ultima sera la misma que la de la red.

Por lo tanto, el algoritmo que modifica los pesos de las neuronas Adalme queda
determinado a partir de la recursion descrita por (2.4), de la que, introduciendo la notacion
segun (2.7) y denotando la salida deseada de la red por T, se obtiene:

B(T - Yk) Xix
Wikt = Wik + (2.8)
X

Luego, como las entradas toman solo los valores +1 y -1, resulta que:

IX|P = XXX+ +X? = N 2.9)
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en que N es el nimero de entradas a la red. Por tanto, la adaptacion de los pesos queda
determinada por la recursion:

B(T - Y«) Xix
Wik = Wik + (2.10)
N

. Entrenamiento

Durante el entrenamiento el patron de entrada y la salida deseada son presentados a
la red (entrenamiento supervisado). El aprendizaje es realizado sélo por las neuronas
Adaline, las que usan un algoritmo de aprendizaje similar al utilizado para una red Adaline.

En general, este tipo de red es usado con entradas de tipo binario, con valores de +1
y -1, utilizandose a menudo, en sus aplicaciones, una codificacion especial para sus entradas.
Por ejemplo: si X es el valor de una variable de entrada a la red, entonces una codificacion
binaria y linealmente independiente de ella podria ser:

Valor de X Codif 1 Codif. 2
Entrada numero 1234 § 12345
X < 29 1-1-1-1-1 11111
20< X < 30 -1 1-1-1-1 1 111-1
30 X < 31 -1-11-1-1 11 1-1-1
Jl= X< 32 -1-1-11-1 1 1-1-1-1
3= X -1-1-1-11 1-1-1-1-1
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2.3.3.- Perceptron

. Descripcion

Este sistema adaptivo, sugerido por Rosenblatt, es una combinacion de diferentes
unidades, de las cuales la primera capa (S) simplemente incluye los sensores del ambiente.
Las sefiales producidas por los sensores son combinadas en Ia segunda capa de unidades
llamadas "Elementos Asociativos" (A). Esta capa estd conectada en forma total o aleatoria
a la primera y opera decodificando los patrones de entrada de modo de detectar sus
caracteristicas especificas: una respuesta activa se obtendra si y solo si se da la combinacion
binaria del valor de la sefial de entrada. Segun esto, los "Elementos Asociatives" van a
actuar como un Adaline con pesos fijos y con su salida conectada a una funcion de
transferencia del tipo umbral, que entrega valores logicos 0 y +1. La tercera capa, de los
elementos de respuesta (R), constituye el propio sistema de aprendizaje: las conexiones de A
a R son realizadas a través de conexiones variables, similares a las del Adaline.

La figura 10 presenta el esquema bésico de una red Perceptron:

n-Elementos S m- Elementos A o-Elementos R

Figura 10: Red Perceptron
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La diferencia mas notable entre las funciones adaptivas del Perceptron y el Adaline es
que cada elemento R es un disparador de umbral; €ste posee solo dos estados de salida, que
dependen de la entrada y de una funcion discriminante. Si se denota las sefiales producidas

por los elementos A por YL los pesos de las respectivas conexiones de entrada adaptiva por
Wik, y la salida de una unidad R por Ok, se asume que

[ 0,si Se<3.
Ok = . (2.11)
| 1,si Sk=>0.

donde 5 es el umbral de discriminacion y

Sk= 2, Yi Wik (2.12)

1=1

. Algoritmo de aprendizaje

Asumiendo que un conjunto dado de seiiales de entrenamiento es {Yik}, por lo cual
la sefial Yik producida por los elementos de A es en principio restringida a valores binarios,
Yik e {0,1}. Sila respuesta binaria esperada es Tk , una de las reglas de entrenamiento
sugeridas cambiara sélo aquellos pesos de entrada para los cuales Yik = 1 (activa). Los
valores Wik son incrementados o decrementados por un valor constante A de acuerdo a la
regla

Wikri = Wik + A (Tx - O) Yix (2.13)
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Algunos autores sugieren utilizar simpieménte A=1 y el siguiente procedimiento:

(i)  Aplicar un patron de entrada y calcular la salida O.
(i1)
a.- Sila salida es correcta volver a (1).
b.- Sila salida es incorrecta, v es cero, sumar cada entrada a su peso
correspondiente.
.- Si la salida es incorrecta, v es uno, restar cada entrada a su peso

correspondiente.
(i)  Volver a ().

Entrenamiento

Las células asociativas (elementos A) son inicializadas con pesos fijos, cuyos valores
pueden ser +1 6 -1. Su conexién con las células de respuesta (elementos R) es en forma
aleatoria v dependera del diseiador.

El proceso de aprendizaje es supervisado en los elementos R y puede tomar
diferentes formas. La red puede ser utilizada tanto para casos discretos binarios como para
continuos, pero en este altimo no se entrara en detalle debido a que existe otra red similar
que opera en mejor forma y que se presentara a continuacion.

El proceso de entrenamiento es pricticamente igual que en el caso del Adaline, pero

utiliza el algoritmo de aprendizaje presentado recién.
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2.3.4.- Retropropagacion {Backprﬁpagaﬁun)

. Descripcion

Una red de perceptrones es capaz de entrenar sus unidades de salida para aprender a
clasificar los patrones de entrada linealmente separables. Para el caso de patromes no
linealmente separables el proceso se hace mas complejo y solo puede ser solucionado con
redes multicapas. Sin embargo, si la salida posee error, existira ¢l problema de como
determinar cual elemento de proceso o interconexion ajustar. Una red de retropropagacion
es capaz de resolver esto asignando a todos los elementos de proceso una cierta
"responsabilidad" por la respuesta erronea. Esto se traduce en un error que es propagado
desde la capa de salida a las neuronas de las capas previas de modo que éstas adapten sus

pesos para minimizar dicho error y alcanzar el valor deseado.

Técnicamente, retropropagacion es una ley de aprendizaje especifica. Este término es
usualmente usado para referirse a una arquitectura de red jerarquica que usa el algoritmo de
retropropagacion para ajustar los pesos de interconexion de cada neurona de la red, basados

en el error presente en la salida.

Esta red es una extension de la estructura del Madaline con la diferencia de que ala
salida de cada neurona existe una fincién no lineal (ver figura 11) y todos sus pesos son
adaptables. Dicha funcién no lineal debe ser continua, diferenciable, monoténicamente
creciente y asintotica a un valor. En este trabajo utilizaremos especificamente dos tipos de
estas funciones: la funcion sigmoidal y la tangente hiperbélica.



Tangente Hiperbalica Sigmoidal
fx) ™
1

-1

_ explx] - exp [¥]

f =
. explx] + exp ] ™ (1 +exp[>])

Figura 11: Funciones de activacion usadas en redes retropropagacion

La estructura de esta red (ver figura 12) consta siempre de una capa de entrada, una
de salida y al menos una capa oculta. Cada capa esta totalmente conectada a la siguiente y
no existe interconexion entre las neuronas de una misma capa. Los patrones de entrada y
salida no tienen que ser necesariamente valores binarios, éstos pueden tomar cualquier valor
que sea capaz de representar la red. Muchas veces, cuando se utiliza una de las funciones de
activacion previamente mencionadas, la salida es generalmente escalada a los valores
maximos y minimos que logran dichas funciones.

Tedricamente no esta limitado el nimero de capas ocultas, pero tipicamente no son
mias de dos. Existen trabajos en que se han utilizado hasta tres capas ocultas, de modo de
solucionar problemas complejos de clasificacion de patrones. El mimero de neuronas en esta
capa dependera del disefiador de la red. Demasiadas neuronas en las capas ocultas haran
que la red tenga dificultades al procesar nuevos tipos de patrones de entrada, es decir, hara
generalizaciones. Pocas neuronas no permitiran a la red hacer suficientes representaciones

internas de modo de generar sus mapas de entrada y salida.




Entrada Qculta 1 Oculta N Salida

Figura 12: Red Retropropagacion

Q_n:z

/

Todas las neuronas dentro de la red son idénticas al Adaline (figura 7) pero, como

se menciond anteriormente, con una funcién no lineal a la salida .

+1

W

Fid)

___%> i

Figura 13: Modelo de la neurona de retropropagacion
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Algoritmo de aprendizaje
/
Como se menciond anteriormente, el proceso de ajuste de los pesos se lleva a cabo
primero en la capa de salida y posteriormente en las capas intemas o E:scnmiida;f
procediendo desde la mas cercana a la salida a la mas cercana a la entrada. El ajuste se
realiza en base al algoritmo del descenso del gradiente o regla delta generalizada [Apéndice
3].

Ajuste de los pesos de la capa de salida
Se considera a continuacion el ajuste de un solo peso desde la neurona 'p' en la

ultima capa escondida j a la neurona g en la capa de salida, como se muestra a continuacion
en la figura 14;

Meurona en capa interior

Meurona en capa de salida

H‘ Error

Figura 14: Ajuste pesos de la capa de salida

(i) La salida de la neurona q se resta de la salida deseada correspondiente, generando una
seiial de error que se multiplica por la derivada de la funcion no lineal evaluada para la

neurona q.

6=1"(xq) (T - Yq) (2.14)

donde xq es la entrada a la red.
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(ii) Luego & se multiplica por la salida de la neurona p y este producto se multiplica por
un coeficiente de entrenamiento 7 (tipicamente entre 0.01 y 1.0), vy el resultado se
suma al peso.

De otra forma, teniendo en cuenta el tiempo discreto n, n={0,1,2,...} se tiene

Whpq k (nt1) = Wpak(n) + 1 ) Yp,_j (2.15)

Ajuste de los pesos de las capas internas

Puesto que no existen vectores de salida deseados para las neuronas de las capas
internas no es posible aplicar el algoritmo anterior.

Las capas internas se entrenan propagando el error hacia atris, a través de la red,
capa por capa ajustando los pesos de cada ufia de ellas. Se utilizan las mismas ecuaciones
anteriores, calculando & de otra forma. Se considera la figura 15:

capa previa i Capa interna j Capa do salida

W11,k EI,HO
12,k

872 x

Win,

Figura 15: Ajuste pesos capas internas

El valor de  correspondiente a la neurona p de la capa interna j se calcula de la
siguiente forma:

Opj =T '(Xps) 2. Oak Woa,k (2.16)
q
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Con este valor de & es posible aplicar las ecuaciones del entrenamiento de la capa de
salida para las capas internas o escondidas.

- Entrenamiento

Lo esencial de este procedimiento es que los términos de error requeridos para
adaptar los pesos son retropropagados desde los nodos en la capa de salida hacia los nodos
de las capas internas, de ahi que se le conozca como retropropagacion.

La aplicacion de la regla delta implica dos fases:

(i) Durante la primera fase la entrada es presentada y propagada hacia adelante a través
de la red para computar el valor de salida O para cada unidad. Esta salida es luego
comparada con el objetivo, resultando en una sefial de error 6 para cada unidad.

(ii) La segunda fase involucra un paso hacia atras en la red, similar al paso hacia adelante,
durante el cual la sefial de error es entregada a cada unidad en la red realizandose los
cambios apropiados en los pesos.

Meétodos para acelerar el entrenamiento

(i) Método del momentum: consiste en sumar, al ajuste de los pesos, un término

proporcional a la cantidad del cambio producida en el ajuste previo del misno.

AWpax (n+1)= ot AWpe(m) + N0 Ypi (217

qu,k(ﬂ+1)= qu,k(Il)+ 5qu,k(ﬂ+1) (2.18)

Un valor tipico de «, llamado coeficiente de momentum, se ajusta comunmente en
0.9. El factor 1 fue definido en (2.15).
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(i) Meétodo del suavizamiento: similar al anterior, pero basado en un suavizamiento

exponencial que ha demostrado ser superior en algunas aplicaciones.

AWpgx(n+1) = o0 AWpgx(n) + (1 -0a) O Ypi (2.19)

Wpaq k (Il"'l} =Wpq k(n)+ M ﬁquk (Il‘[‘l) (2.20)

a es ¢l coeficiente de suavizamiento en el rango de 0.0 a 1.0. 81 o es cero, el
suavizamiento es minimo; el ajuste de los pesos corresponde al nuevo valor calculado.

Si o es 1.0 el nuevo ajuste se ignora, repitiendose el ajuste previo.

El factor n nuevamente corresponde al coeficiente de entrenamiento, que ajusta el
tamaiio del cambio promedio de los pesos.

(iii) Meétodo estocastico: al igual que en el caso de la red Adaline, el método resulta ser
aplicable facilmente en este tipo de red y con excelentes resultados.

Wioak(n+l)=Wpek@m+ 1O Ypi/ || Yilf (21

donde &, al igual que en los casos anteriores queda determinado por:

0 =1"(Xq) (T - Yq) para el caso de las neuronas de la salida.

6pj =f '(KPJ} E aq,k qu k para las neuronas ocultas.
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2.4.- Redes con aprendizaje no supervisado y evocacién hacia adelante.
2.4.1.-Propagacion por conteo hacia adelante (Counterpropagation)
. Descripeion

Esta red basa su funcionamiento en la habilidad de aprender un mapa matematico por
adaptacion, en respuesta a ejemplos de la funcion de mapa, definida como:

¢: IRn > IR0 donde Y =¢ (X)

De esta funcion se genera un conjunto de ejemplos (X1,Y1), (X2,Y2),..., donde X es
una variable mdependiente escogida de acuerdo a la densidad fija de probabilidad p . Con
estos ejemplos, se define estadisticamente la relacion deseada de entrada/salida, aprendiendo
a traves de ellos el mapeo matematico de la funcion.

Estas redes que siguen el procedimiento anterior son llamadas redes neuronales de
mapeo, y dentro de esta clasificacion se encuentra la red Propagacién por Conteo [4] [5].
Esta arquitectura propuesta por Robert Hecht-Nielsen (1987), tiene capacidades que la
convierten en una red muy atractiva para una amplia gama de aplicaciones.

Su arquitectura esti formada por tres capas:

( 1) Una capa de entrada, que contiene n unidades de dispersion que simplemente
multiplexan las sefiales de entrada X1, X2,... . Xn.

( ii) Una capa intermedia llamada de Kohonen con N elementos de proceso que
tienen sefales de salida Z1, Z2, ..., ZN.

(iii) Una capa de salida llamada de Grossberg con m elementos de proceso que
tienen sefiales Y'1, Y'2, ..., Y'm.
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Las salidas de la capa de Grossberg corresponden a las mas importantes, debido a que
representan aproximaciones a las chmpnnentes Y1, Y2, .., Ymde Y = ¢ (X). Durante el
entrenamiento, estas componentes "correctas” son entregadas a las unidades de Grossberg v
a las unidades de entrada de Ia capa de entrada (ver figura 16).

Capa de entrada Capa de Kohonen  Capa de Grossberg

Figura 16: Red propagacion por conteo

a Entrenamientos y algoritmos de aprendizaje

Inicializacion de los pesos

Los pesos de las capas de Kohonen y Grossberg inicialmente son asignados en forma
aleatoria con valores convenientemente entre 0 y 1. Es recomendable que los pesos de la
capa de Kohonen, al igual que el vector de entrada, sean normalizados, de modo que su
producto entregue un valor de la similitad, medida en términos de los cosenos direccionales
[Apéendice 4].

El entrenamiento de la red se realiza en dos fases y por dos algoritmos diferentes.
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Fase 1 del entrenamiento

Durante esta fase se aplica una secuencia de vectores de entrenamiento X y un
algotitmo conocido como Aprendizaje de Kohonen, para ajustar los pesos Wi El aprendizaje
de Kohonen es un algoritmo auto-organizativo que opera en modo no supervisado, esto es,
solo vectores de entrada ( sin el vector de salida objetivo ) son aplicados durante el
entrenamiento y los pesos W son ajustados de manera tal que una neurona o grupo de ellas
esté activa en la segunda capa. Lo que interesa de esta fase del entrenamiento es que se
asegure la separacion de los vectores disimiles.

El algoritmo de aprendizaje utilizado para el ajuste de los pesos queda determinado
por:

(1) Aplicar un vector de entrada X.
(2) Encontrar el producto punto del vector X con cada conjunto de pesos conectados a
cada neurona. Si Wi es el conjunto de pesos asociados con la neurona i de Ia capa 2,

entonces para cada i, (i=1,...N) calcular el producto punto X-Wi.

(3) Encontrar la neurona con el producto punto mas alto y rotular esta neurona con la letra
C.

(4) Ajustar el vector de pesos asociado con la neurona C de acuerdo 2 la siguiente formula:

We (tH1)=We(t) + o (X - We(t) Ze 222

( 1. sices el menor indice para el cual se cumple:
| [[We(t) - X]|| < || Wj(t) - X]| , para todo j.
Zc =4 (2.23)

0, en otro caso

(5) Repetir los pasos 1 al 4 tantas veces como sea necesario para entrenar el sistema.
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Al comienzo del entrenamiento, usualmente o parte con un valor entre 0.5 y 0.8. Al

progresar el entrenamiento, este valor decrece a 0.1 o menos.

Una vez que la capa de Kohonen se ha estabilizado (en otras palabras, los vectores se
han congelado, después de alcanzar la equiprobabilidad), la capa de Grossberg comienza a
aprender las salidas correctas para cada vector Wi de la capa de Kohonen. Esto se realiza en
la segunda fase del entrenamiento.

Fase 2 del entrenamiento

Durante esta fase, se entrenan los pesos que conectan las capas 2 y 3 mediante el
aprendizaje "outstar" de Grossberg. Para esto, se entrega un vector de entrada X y un vector
de salida Y (objetivo), por lo que este método corresponde a un entrenamiento supervisado.
El ajuste de los vectores Ki se realiza de la siguiente forma: |

(1) Entrar un vector X y un cdrrespondiente vector objetivo Y.

(2) Calcular el producto punto de cada vector de pesos Wi con el vector X. Encontrar el
mayor de estds ]}Iﬂdli:ﬂﬁs y rotular la neurona que corresponda en la capa de Kohonen
con la letra C. Colocar su sefial de salida en uno y la sefial de salida de las otras

neurona de esta capa en cero.

(3) Ajustar cada uno de los pesos Kcj, entre la neurona C de la capa de Kohonen y todas
las neuronas de la capa de Grossberg, de acuerdo a la siguiente regla:

Kej(t+1) = K +(dYj-c ch(t))-Zu ,1=L....m (2.24)

donde ¢ y d son constantes menores que 1 y que son reducidas durante el
entrenamiento v Z es el nivel de sefial de salida de la unidad C.

(4)  Repetir los pasos (1) al (4) tantas veces como sea necesario para entrenar el sistema.
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Operacion normal de Ia red

Una vez que el entrenamiento ha terminado se establece el modo normal de

Qperacion.

En este modo los vectores de entrada son presentados a la primera capa, para luego
ser multiplicados por los pesos de las neuronas de Kohonen. Una competencia se lleva a
cabo, ganando aquellas unidades cuyos pesos Wi estén mas cerca del vector de entrada X.

El valor de la salida de la neurona i de la capa de Kohonen, queda determinada por:

Zi= 2, Wi+ Xj (2.25)
=0

Ia competencia puede establecer una tnica unidad ganadora o a un grupo de cllas.
Las unidades ganadoras son puestas en uno y las no vencedoras en cero. La capa de
Grossberg se encargara de dar la salida deseada para el vector X de entrada dada por:

N
Ym =2, Kim- Zi (2.26)
i=0




2.5.- Redes con aprendizaje no supervisado y evocacion
retroalimentada.

2.5.1 Hopfield
. Descripcion

La red de Hopfield es normalmente usada con entradas binarias. Esta red es la mas
apm;ﬁada cuando las representaciones binarias exactas son posibles, como en las imagenes
en blanco y negro donde los pixeles son los valores de entrada. Esta red es menos apropiada
cuando los valores de entrada son continuos, debido a que el problema fundamental de
representacion debe ser direccionado para convertir las cantidades analogas en valores

binarios.

Una version de la red original [5] sera la que se describira a continuacion. Esta red.
mostrada en la figura 17, posee N nodos que contienen funciones de activacion del tipo
signo con entradas y salidas que toman valores +1 6 -1. La salida de cada neurona es

realimentada a todos los otros nodos, excepto a si misma, con pesos denotados por Wi.

Buffer de saleda

Q Capa Haplieid
% w21 % w31 T wn

W3z

w1
W13 w23 T wn3
W14 W24 W3d
Budfer de oovliada

Figura 17: Red de Hopfield
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Las neuronas dentro de la red estan basadas en el esquema de la Adaline, con la
diferencia de que utiliza en su salida una funcion del tipo signo en vez de una lineal. La figura

18 presenta un elemento de proceso de la red de Hopfield:

XT1ik] lj = Z Wi Xilk]

Xjik + 1) = signilj}
- Wil
%20k) :
% 3{k] '
Ktk + 1)
Xnlk)

Figura 18: elemento de proceso de una red de Hopfield

. Entrenamiento y algoritmo de aprendizaje

Basicamente, la asignacion de los pesos corresponde al aprendizaje de la red |5].
Estos son asignados con valores que dependeran de las clases de los patrones de entrada.

Si Wij son los pesos de conexion del nodo i al nodo J, ¥ si Xi.s es el elemento 1 del
patron de entrada de la clase s, entonces

m-1
( Z}{i,s}{j.a . ii_j
Wi = { =0 (2.27)
L 0 . i=j, 0<i, j< m-1

donde m es el numero total de clases de los patrones.
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A pesar de la simplicidad del algoritmo, éste presenta dos graves limitaciones cuando
es usado como una memoria asociativa, La primera limitacion es en cuanto al numero de
patrones que pueden ser almacenados en forma precisa. Si demasiados patrones son
almacenados, la red puede converger a valores falsos. Hopfield demostro [5] que el numero
apropiado de patrones que es capaz de almacenar tiene que ser menor que 0.13 N, donde N
es el nimero de nodos de la red. La segunda limitacion se refiere a que un gjemplar puede
hacer inestable la red si su forma contiene demasiados bits en comun con otros patrones. Se
dice gue ¢l sistema es inestable cuando el patron de salida converge a algim otro ejemplar

que no es el correcto
2 Operacion de la red

La operacion de esta red es distinta a las anteriores. Esta consiste basicamente en una

iteracion que consta de dos pasos:
Paso |

Cuando un patrén es impuesto a la red es forzado para que aparezca en la salida. Esto

se podria describir por
pi () =Xi ,0=1=N-I (2.28)

En esta formula pi(0) es la salida del nodo i al tiempo 0 y Xi es el elemento 1 del

patron de entrada, el cual puede ser +1 0 -1.
Paso 2

Este paso consiste en una iteracién, en tiempo discreto. que se detiene cuindo la
salida permanece estable ante nuevas repeticiones. Dichas iteraciones se realizan en base a la
recursion

N-1

Wi (t+1)=fu ( Z,ﬂ Wi i (t) ) (2.29)

donde fi1 es la funcion no lineal del tipo signo.
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2.5.2.- Hamming

E Descripcion

La red de Hammimg, usada como red neuronal, es un clasificador de nummo error
para vectores binarios, donde el error es definido usando la distancia de Hamming. En un
clasificador de error minimo, las clases son definidas por el significado de los vectores de
ejemplo; los vectores de entrada son asignados a la clase para la cual la distancia  entre el
vector de gjemplo v el vector de entrada son minimos.

La distancia de Hamming es la via de medida de la distancia entre dos vectores
binarios y es definida como el nimero de bits en un vector de entrada que no sean los mismos
que los bits de uno de los vectores de ejemplo. Consideremos, por egjemplo, el sigumente

conjunto de vectores con que la red ha sido entrenada:

€l=]1 1 1 1 I ] |

2= 1 ] ] -1 -1 -1 |

C3=]-1 -1 -1 1 1 ] ]

C4 = [-1] -1 -1 -1 -1 -1 ]
y sea el vector de entrada

Cx=] 1 -1 1 -1 -1 ! ]

Este vector de entrada Cx es comparado con cada uno de los vectores Cn, conn - 1,
2, 3,4, resultando ser C2 el vector con la menor distancia segun Hamming (posee solo dos

bits distintos).

Una diferencia importante que posee esta red con la de Hopfield, mencionada en [5]
es que, desde el punto de vista de la precision y capacidad, la red de Hamming clasifica en
mejor forma los vectores de entrada cuando los errores en los bits son independientes y

aleatorios.
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Por otro lado, la capacidad de almacenamiento que posee la red de Hamming es
notablemente mayor. Por ejemplo: una red de Hopfield con 100 nodos puede almacenar en
forma optima alrededor de 10 patrones de entrada y, en cambio, una red de Hamming puede

almacenar cerca de 62 patrones bajo las mismas condiciones.

Estructuralmente, como se muestra en la figura 19, la red de Hammmg esta
compuesta por dos redes: una primera que calcula las N distancias mmimas de Hammmg para

los M.patrones de ejemplo, y una segunda red que selecciona el nodo con salida maxima.

La primera red estid compuesta por dos capas: la primera es una capa de entrada que
distribuye todas las entradas a la capa siguiente, llamada capa de formas. Esta ultima esta
formada por neuronas del tipo Adaline mas una funcion del tipo signo en su salida. Las
entradas a la red son del tipo binario, tomando los valores +1 6 -1. La segunda red tene la
misma estructura que una red de Hopfield pero la asignacion de los pesos es distmta y sus

entradas no son binarias.

bl Y1 Ym-F -1

Capa de zalida

Tkl

Capa de categorias

Capa de formas

Wij ;.

Capa de antrada

Al

Figura 19: Red de Hamming
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. Entrenamiento y algoritmo de aprendizaje

Al igual que en la red de Hopfield, el aprendizaje no es realizado mediante sucesivas
adaptaciones de sus pesos, sino gue por una asignacion dependiente de los patrones de

ejemplo.

Si los pesos de la capa de formas son denotados por Wij, y los patrones de ejemplo de
la clase s por X5, entonces la asignacion de los pesos estaria dada por:

f 05 X% , =N 3= L M
Wiy ={ (2.30)
Los-N , i=l,..N,j=0

Para el caso de la capa de categorias, si se denota por ti los pesos se tene que la
asignacion queda determinada por:

k= % (2.31)
l-e,  k=#lL e<1/M

. Operacion de la red

Basicamente, la operacion de la red consta de dos pasos:

Consiste en que un patron desconocido es presentado en la entrada v procesado por

las neuronas de la capa de forma entregando como resultado:

M-1

wO=f (ZWiXi+ 05-N), 0<j<M-] (2.32)
=1

S0



En esta formula pi(0) es la salida del nodo i al tiempo 0, Xi es el clemento 1 del
patron de entrada, el cual puede ser +1 6 -1 y Wij es el peso de conexion entre la capa de

entrada v la capa de forma. fT es una funcion de tipo no Iineal defimda como:

f X, st x>0
fT(?‘l]={
L . s1 %0

—
b
Lid
L

e

Como queda demostrado en el Apeéndice 5, el valor de wi(0) correspondera a la

cantidad de bits en comin que posea el vector de entrada con el patron de la clase .
Paso 2

Este paso es muy similar al caso de la red de Hopfield, e itera hasta que la red

converge a un valor. Esta iteracion queda determinada por la recurrencia:

Wt =f (Wt -£X w@®) , 0<j, k<M-1 (234

k+#j

Una diferencia clara que se aprecia con la red de Hopfield es que las entradas a csta

segunda red ya no corresponden a entradas binanas.



2.5.3.- Teoria de la Resonancia Adaptiva Binaria (ART1)
. Descripcion

La red ART1, introducida por Carpenter y Grossberg [5]. consiste en dos capas: F1 y
F2 (figura 20), clasificadoras de cercania, las que almacenan un numero arbitrario de
patrones espaciales binarios Ak={alk*azk,...jank}, k=1, 2..... m. usando un aprendizaje
compgtitivo en linea.

EFZ2

<

S ——

F1

al ai an

Figura 20: ARTI

La capa F1 esta constituida por un namero de neuronas igual al de componentes del
patron de entrada y esta totalmente interconectada con la capa F2 por medio de dos tipos de
conexiones: las conexiones que conducen de F1 a F2 denommadas Wy;. v las conexiones que
conducen de F2 a F1 denominadas V. La funcion de umbral utilizada por las neuronas de F2

correponde a una sigmoidal.

Las componentes de las neuronas obedecen a ecuaciones diferenciales (ecuaciones de
membrana) no lineales que describen las conductancias, permeabilidades etc.. de las
membranas neuronales bioldgicas. Para el caso de la transmsion sinaptica. el estado de la
sinapsis puede ser influenciada solamente por el estado de las componentes que esten en

contacto fisico con ella.



. Operacion de la red

Como esta red opera en linea, la descripcion de su entrenanmento y aprendizaje
quedara determinada por la operacion de la red. El método que se describira a continuacion
corresponde al método rapido de aprendizaje y consiste, basicamente, en los sigmentes

pasos:

Paso 1. Inicializacion de los pesos.

Wii(0) =1/ (1+N) (2.35)
Vij(@=1 , 0<1 <N-1, 0=) =M (2.36)
Asignarp, 0= p=1 (2.37)

donde N es el niimero de entradas de la capa F1 y M es el nimero de elementos en la

capa F2 . Wy; son las conexiones de F1 a F2 y Vj; de F2 a FI1, entre ¢l nodo de entrada 1 y ¢l

nodo de salida j al tiempo 0. El valor de p es el umbral de vigilancia que mdica que tan

proxima una entrada debe ser para ser almacenada.

Paso 2. Aplicar una nueva entrada.

Se presenta un patron de entrada Ak={a;KaK _a. X} k=1 2. ma Fl

quedando su salida puesta con los valores de la entrada:
Fl= { ﬂlkjazk,...,ank} [233}

Paso 3. Computo de las salidas de F2.

Cada elemento de proceso de Fl activado con un valor aj. envia dicha senal a traves

de las conexiones Wj; a F2, la que computa su salida dada por:

MN=1
= 2, Wii(t) - Xi(t) (2.39)
1=0

X;(1) es el elemento i de la entrada, el cual puede tomar los valores 0 o 1.

L
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Paso 4. Seleccionar el ganador de la competencia.

Cada elemento de proceso de F2 compite con los otros quedando solo un elemento

activo, seleccionado segin el criterio:
W =max; { y } (2.40)

. En caso de empate, se resuelve en favor del elemento de proceso con menor indice.

L, LMLt g e

El elemento ganador en F2 propaga su seiial hacia F1 por medio de las conexiones

‘Jij, generando un nuevo conjunto de activaciones en F1, al que llamaremos:

Fl'={a,.a;,....a5 } (2.41)

donde

F
Este paso no es necesario de realizar, pero sirve para aclarar el siguente paso.

e e e e s

La entrada Ak;{alk,a;_vk,...,ank} es comparada con el vector generado por el

elemento ganador en F2, F1' = { aj".a7,....a,'}, por medio del siguiente criterio:

M-
IXl= 2 X (2.43)
1=
M-1
IV-X]|= Zﬂvij(t) - X;(0) (2.44)

ces|V-XI/1IX] >p?

34



(i) Sila diferencia relativa entre estas dos activaciones excede el valor de vigilancia p (1
es verdadera la interrogacion anterior). entonces el elemento de proceso ganador en F2
representa el patrén de la clase Ag. Los pesos del elemento ganador son adaptados
segin el criterio siguiente:

Vi(t+1) = V(1) - X5(t) (2.45)
N-1

Wit = V) - X/ [0.5+ 2 Vo - X0 ] (2.46)
1=(

(i) En caso contrario, si la diferencia entre las activaciones es menor que el valor de
vigilancia, el elemento ganador no representa la clase ganadora. por lo que dicho
elemento es deshabilitado (forzado a ser 0) y se vuelve al paso 3. determinando un

nuevo ganador.

Paso 7. Término del aprendizaje del patron.

En este paso, el aprendizaje del patron ha concluido y la red esta lista para recibir al
siguiente. Previo a esto, se debe habilitar todos los nodos que fueron deshabilitados en el

paso anterior.
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